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Résumé 

 

Il reste difficile de diagnostiquer la pneumonie à partir des radiographies thoraciques en raison du contraste limité des anomalies 

pulmonaires, du bruit inhérent à la capture et de l'entrelacement des structures anatomiques. Cette étude suggère une méthode hybride 

qui allie une segmentation non supervisée par densité (DBSCAN) à une classification multiclasse fondée sur un réseau de neurones 

convolutifs (CNN). Le but est de repérer les zones potentiellement pathologiques et d'atténuer l'impact des structures non pertinentes 

avant la phase d'apprentissage supervisé. La segmentation s'effectue dans un espace caractérisé par l'intensité, la texture et l'information 

spatiale, suivie de l'extraction automatique des zones d'intérêt. Un modèle CNN, optimisé par la régularisation et la validation croisée, 

est ensuite alimenté par ces régions. Les résultats de l'expérience indiquent une hausse notable des performances en comparaison avec 

le modèle de référence sans segmentation, en particulier pour ce qui est de la précision, du rappel et du F1-score. On observe également 

une diminution des erreurs de classification entre les classes. Les études statistiques corroborent la solidité du bénéfice constaté. Cette 

recherche illustre que l'inclusion d'un processus de segmentation non supervisée peut améliorer la performance discriminative des 

modèles profonds en imagerie thoracique, tout en présentant des opportunités pour les systèmes d'assistance au diagnostic dans des 

environnements aux ressources restreintes. 

 

Mots-clés: DBSCAN, CNN, Pneumonie, Classification Multiclasse, Radiographie Thoracique, Apprentissage Profond 

 

Abstract 

 

Low lesion contrast, imaging noise, and the superimposition of anatomical structures make it difficult to diagnose pneumonia from 

chest radiographs. This paper suggests a hybrid architecture that combines a multiclasse Convolutional Neural Network (CNN) classifier 

with density-based unsupervised segmentation (DBSCAN). Prior to supervised learning, the main goal is to eliminate unnecessary 

structural interference and isolate possibly problematic areas. Regions of Interest (ROIs) are automatically extracted after segmentation 

in a feature space that integrates intensity, texture, and spatial information. A regularized CNN architecture that has been tuned by cross-

validation is then trained using these improved inputs. The experimental results show a decrease in inter-class misclassification and a 

statistically significant improvement over a baseline model without segmentation, especially in terms of precision, recall, and F1-score. 

The reliability of the observed performance improvements is confirmed by statistical validation. According to the results, chest 

radiography analysis's discriminative capacity is improved by including density-based segmentation into deep learning pipelines. This 

method presents encouraging prospects for computer-aided diagnosis systems, particularly in healthcare settings with limited resources. 

 

Keywords: DBSCAN, CNN, Multiclass Classification, Pneumonia, Medical Imaging, Deep Learning  

 

 

1. Introduction 

 

Les maladies du système respiratoire représentent une des 

causes majeures de morbidité et de mortalité au niveau mondial, 

avec la pneumonie en tête du lot, compte tenu de sa fréquence 

élevée et de son impact significatif sur la santé clinique. En 

raison de son coût abordable, de sa disponibilité et de sa rapidité 

d'exécution, la radiographie thoracique est l'examen d'imagerie 

le plus couramment utilisé pour le diagnostic préliminaire des 

infections pulmonaires. Cependant, l'analyse des radiographies 

demeure ardue, surtout en raison du contraste faible des lésions, 

de la variation entre patients et de la superposition des 

structures anatomiques comme les côtes et le médiastin [7], 

[21]. Ces restrictions peuvent entraîner des fautes de diagnostic, 
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notamment dans les environnements à ressources restreintes où 

la compétence en radiologie est déficiente. Dans ce cadre, les 

systèmes de diagnostic assisté par ordinateur (CAD) qui 

reposent sur l'apprentissage profond ont attiré une attention 

grandissante.  

 

Les réseaux de neurones convolutifs (CNN) ont montré des 

résultats exceptionnels dans la classification des images 

médicales, atteignant parfois une performance comparable à 

celle des experts humains [2], [15]. Des modèles solides pour 

la détection automatique de pathologies pulmonaires ont vu le 

jour grâce à l'existence de bases de données d'envergure comme 

ChestX-ray8 [10]. Toutefois, ces méthodes se basent 

principalement sur un apprentissage supervisé direct à partir des 

images intégrales, sans qu'il y ait de processus spécifique pour 

localiser en amont les zones pathologiques. Cependant, dans le 

cadre de la radiographie thoracique, les anomalies liées à la 

pneumonie peuvent présenter une diffusion étendue, un 

contraste faible et une hétérogénéité spatiale. Les recherches 

dans le domaine de la segmentation médicale, en particulier 

avec les structures du type U-Net [11], ont démontré 

l'importance de délimiter les zones d'intérêt afin d'accroître 

l'efficacité des modèles de classification. En guise d'alternative, 

les approches de segmentation non supervisées facilitent la 

détection de structures inhérentes dans les données sans 

nécessiter d'annotations préexistantes.  

 

Dans ce contexte, la question centrale qui se pose est la suivante 

: Dans quelle mesure l’intégration d’une segmentation non 

supervisée par densité (DBSCAN) dans une chaîne de 

traitement d’images radiographiques peut-elle renforcer la 

capacité d’un modèle CNN à discriminer de manière fiable et 

robuste plusieurs classes de pneumonie ? L’intégration d’une 

segmentation non supervisée fondée sur la densité, réalisée à 

l’aide de l’algorithme DBSCAN, en tant qu’étape préalable à la 

classification, permet d’améliorer significativement la 

performance d’un réseau de neurones convolutif dans la 

détection et la discrimination multiclasse des différentes formes 

de pneumonie à partir d’images radiographiques thoraciques. 

Plus précisément, nous supposons que la segmentation par 

DBSCAN, en isolant les régions de forte densité correspondant 

aux structures pulmonaires pertinentes et en identifiant 

explicitement les pixels assimilables au bruit ou aux artefacts, 

réduit l’influence des superpositions anatomiques et du bruit 

d’acquisition sur le processus d’apprentissage supervisé. Cette 

réduction du bruit informationnel conduit à une représentation 

plus discriminante des motifs pathologiques dans l’espace des 

caractéristiques appris par le CNN. 

 

En utilisant l’approche hybride DBSCAN–CNN cela permet 

d’améliorer la performance globale du système de 

classification. Comparativement au modèle baseline basé 

uniquement sur le CNN, l’intégration de la segmentation 

conduit à une augmentation de l’accuracy de 68,3 % à 89,8 %, 

ainsi qu’à une amélioration de la précision moyenne de 0,706% 

à 0,88%, du rappel moyen de 0,619 à 0,804%, du F1-score 

moyen de 0,632 à 0,870 et un Support de 221 à 221. En tenant 

compte de résultat au niveau de l’accuracy, après la 

segmentation par DBscan, le modèle de CNN présente 90,2 % 

qui est le même résultat avec le rapport de classification. Ces 

résultats indiquent que l’extraction préalable des régions 

d’intérêt contribue à réduire le bruit structurel et à renforcer la 

capacité discriminante du modèle. L'algorithme DBSCAN 

(Density-Based Spatial Clustering of Applications with Noise) 

[1] se fonde sur le concept de densité locale : un regroupement 

est caractérisé comme une zone où il y a une forte concentration 

de points, distincte par des zones présentant une faible densité. 

Toutefois, les radiographies thoraciques présentent plusieurs 

défis structurels : un contraste faible des anomalies, le bruit lors 

de l'acquisition, la variabilité morphologique d'un patient à 

l'autre et le chevauchement des structures anatomiques (côtes, 

diaphragme, silhouette cardiaque) [7], [21]. Ce sujet contribue 

à l’avancement des techniques de la détection des anomalies, 

utilise une approche avancée de Multiclasse, amélioration des 

systèmes des santés. Statistiquement parlant, ces éléments 

génèrent une grande variance au sein de la même classe et 

diminuent la capacité à séparer les distributions conditionnelles 

p(I∣y). Les réseaux de neurones convolutifs (CNN) ont prouvé 

leur faculté exceptionnelle à approcher des fonctions non 

linéaires complexes en utilisant une structure hiérarchisée 

d'opérateurs de convolution 2D discrets : 

 

(I ∗ W)(x, y) =∑𝐼(𝑥 − 𝑖, 𝑦 − 𝑗)𝑊(𝑖, 𝑗)

𝑖,𝑗

 

Avec W est un noyau appris. L’optimisation des paramètres θ 

est généralement réalisée par minimisation de l’entropie croisée 

catégorielle : 

L(θ) = −∑𝑦𝑘

𝐾

𝑘=1

log 𝑦𝑘̂ 

 

Avec 𝑦𝑘̂ = Softmax(zk) [8], [19]. 

 

Bien que performants, les CNN appliqués directement aux 

images complètes apprennent sur un espace de forte dimension 

contenant des informations redondantes ou non pertinentes. En 

théorie de l’apprentissage, l’inclusion de variables bruitées peut 

accroître la variance du modèle et affecter la généralisation [9]. 

Une réduction préalable de l’espace d’analyse peut ainsi 

améliorer le rapport signal/bruit. La segmentation d’image vise 

précisément à partitionner Ω en sous-régions homogènes : 

Ω =⋃𝑅𝑖

𝑀

𝑖=1

 

Dans cet article, nous adoptons une approche non supervisée 

basée sur DBSCAN (Density-Based Spatial Clustering of 

Applications with Noise) [1]. Soit un ensemble de points 

X={x1, x2, x3, …, xn} définis dans un espace de caractéristiques 

ℝd. DBSCAN définit un cluster comme un ensemble de points 

densément connectés selon deux paramètres [16] : 

o ε (rayon de voisinage) ; 

o MinPts (nombre minimal de points pour former un 

noyau dense) [12]. 

Un point xi appartient à un cluster si : 

 

                    |{𝑥𝑗 ∈ 𝑋: ‖𝑥𝑗 − 𝑥𝑖‖ ≤ 𝜀}| ≥ 𝑀𝑖𝑛𝑃𝑡𝑠             (4)  

 

2. Quelques concepts clés 

2.1. Segmentation d’images médicales 

 

La segmentation d’image est le processus consistant à 

partitionner le domaine spatial Ω d’une image I : Ω → ℝ en 

sous-régions disjointes : 

(

1) 

(3) 

(2) 

 

(1) 

 



17 

 

 

E. N. Mbangu et al. Journal Africain des Sciences, VOL. 3, 3 (2026) 15-25 

https://jafrisci.org ISSN (online): 3107-0949; ISSN (print): 3107-0930 
 

Ω =⋃𝑅𝑖 ,    𝑅𝑖 ∩ 𝑅𝑗 = 𝜙 

𝑀

𝑖=1

 

L’objectif de la segmentation permet d’identifier des régions 

homogènes selon un critère donné (intensité, texture, densité). 

Et en imagerie thoracique, la segmentation vise à isoler : 

o Les pulmonaires ; 

o Les zones d’opacités anormales ; 

o Les régions inflammatoires. 

Elle joue trois rôles fondamentaux [3], [11] : 

o Réduction du bruit structurel ; 

o Focalisation sur les régions informatives ; 

o Réduction de la dimension effective d’entrée du 

modèle. 

2.2. DBSCAN (Density-Based Spatial Clustering of 

Applications with Noise) 

 

DBSCAN, introduit par Ester et al. (1996), est un algorithme de 

clustering basé sur la densité. 

On définit, Soit un ensemble de points : X={x1, …, xn} ⸦ ℝd , 

Un point xi est un point noyau si : 

 

|𝑵𝜺(𝒙𝒊)| ≥ 𝑴𝒊𝒏𝑷𝒕𝒔                

D’où :  

   𝓝𝒆(𝒙𝒊) = {𝒙𝒋 : ∥  𝒙𝒋 − 𝒙𝒊 ∥}  ≤ 𝓔                                 (7) 

 

Alors, Un cluster est alors défini comme un ensemble maximal 

de points densément connectés. 

 

2.3. Détection d’anomalies 

 

Une anomalie est une observation qui s’écarte 

significativement de la distribution dominante des données. 

 

2.4. Réseaux de Neurones Convolutionnels (CNN) 

 

Un réseau de neurones convolutionnel (CNN) est un modèle 

d’apprentissage profond conçu pour exploiter la structure 

spatiale des données multidimensionnelles, en particulier les 

images. Il se compose de couches convolutionnelles qui 

appliquent des filtres appris afin d’extraire automatiquement 

des caractéristiques discriminantes, suivies de couches de 

normalisation, de sous-échantillonnage et de classification. 

Cette architecture hiérarchique permet de capturer des motifs 

locaux et globaux dans les données, ce qui en fait une approche 

particulièrement performante pour les tâches d’analyse et de 

classification d’images médicales [15]. 

 

2.5. Régions d’Intérêt (ROI) 

Une ROI est une sous-région : Ω′ ⊂ Ω sélectionnée pour son 

contenu informatif élevé. 

2.6. Classification multiclasse 

 

Contrairement à la classification binaire, la classification 

multiclasse cherche à discriminer : y ꞓ {1, 2, …, K}. Pour notre 

cas, nous avons sept Classes. 

 

2.7. Apprentissage hybride (Non supervisé et Supervisé) 

 

Notre approche combine 2 types d’apprentissages, à savoir :  

o Structuration des données sans labels (DBSCAN) ; 

o Apprentissage discriminant supervisé (CNN). 

 

3. Méthodologie et Équations 

3.1. Méthodologie 

 

L’objectif central de cet article est d’évaluer l’impact d’une 

segmentation non supervisée par densité (DBSCAN) sur la 

performance d’un modèle de classification profonde (CNN) 

appliqué à des images radiographiques thoraciques. Nous 

cherchons à vérifier l’hypothèse suivante : la structuration 

préalable des régions d’intérêt par DBSCAN améliore la 

séparabilité inter-classe dans l’espace latent appris par le CNN, 

conduisant à une amélioration significative des performances 

en classification multiclasse. La méthodologie proposée repose 

sur une architecture hybride combinant [13], [14]: 

o Segmentation non supervisée par DBSCAN pour la 

détection des régions pulmonaires anormales ; 

o Extraction des régions d’intérêt issues du clustering ; 

o Classification multiclasse par réseau de neurones 

convolutif (CNN) pour l’identification des types de 

pneumonie. 

3.1.1. Description du jeu de données 

 

Notre jeu de données provient de Kaggle, contenant les images 

radiographiques de la pneumonie [10]. Le jeu de données utilisé 

dans cette étude est constitué d’images de radiographies 

thoraciques (Chest X-Ray) permettant l’analyse et la détection 

automatique des anomalies pulmonaires à l’aide des techniques 

d’apprentissage profond. Ces images sont largement utilisées 

dans les systèmes d’aide au diagnostic assisté par ordinateur. 

Le dataset comprend plusieurs catégories pathologiques 

correspondant aux principales anomalies pulmonaires 

observées dans les radiographies thoraciques, notamment : 

 

 COVID-19 ; 

 Pneumonia ; 

 Lung Opacity ; 

 Cardiomegaly ; 

 Pleural ; 

 Tuberculosis ; 

 Normal. 

 

Chaque image représente une radiographie du thorax capturant 

les structures pulmonaires, le cœur et les tissus environnants. 

Les images sont généralement stockées sous forme numérique 

dans un format standard qui est le PNG (on peut aussi trouver 

de JPEG) et présentent différentes résolutions spatiales. Dans 

notre cas, les images ont été utilisées pour réaliser une 

classification multiclasse, où chaque radiographie est associée 

à une étiquette correspondant à une pathologie pulmonaire 

spécifique ou à un cas normal. 

 

3.1.2. Nature des données 

 

(

2) 

(5) 

(6) 
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Les données utilisées sont des radiographies thoraciques 

numériques. Chaque image est associée à une étiquette 

diagnostique correspondant à une classe de pneumonie (On a : 

COVID ; Cardiomegaly ; Lung_Opacity ; NORMAL ; 

PNEUMONIA ; Pleural ; TURBERCULOSIS) 

Et chaque observation peut être formalisée comme : 

 

                     (𝑥𝑖 , 𝑦𝑖),  𝑥𝑖 ∈ ℝ
𝑚×𝑛 , 𝑦𝑖 ∈ {1, … , 𝐶}                  (8) 

 

3.1.3. Partition des données : Le dataset est divisé en : 

o Ensemble d’entraînement (70 %) ; 

o Ensemble de validation (15 %) ; 

o Ensemble de test (15 %). 

 

3.1.4. Prétraitement des images 

 

Avant toute segmentation ou classification, plusieurs 

opérations sont réalisées, à savoir : 

 

o Normalisation ; 

o Redimensionnement : Toutes les images sont 

redimensionnées à une taille fixe (par exemple 

224×224) afin d’être compatibles avec l’architecture 

CNN ; 

o Filtrage initial (optionnel) : Un filtrage gaussien léger 

peut être appliqué pour réduire le bruit haute fréquence 

[17] ; 

o Segmentation par DBSCAN 

 Rappel conceptuel : DBSCAN (Density-

Based Spatial Clustering of Applications 

with Noise) est un algorithme de clustering 

non supervisé basé sur la densité locale des 

points. Il repose sur deux paramètres qui 

sont : 

 l’epsilon ε  qui est un rayon de 

voisinage. Epsilon définit la 

distance maximale entre deux points 

pour qu'ils soient considérés comme 

voisins ; et  

 Les MinPts qui sont le nombre 

minimum de points dans le 

voisinage, définit par : Nε (x) = {y ∈ 

X ∣ d(x,y) ≤ ε}. 

 

L’architecture se présente ainsi : 

 
Figure 1 : Architecture de DBScan, [20] 

 

Soit X={x1, x2, …, xn} un ensemble de points dans un espace 

métrique Rd, pourvue d d’une distance d (⋅, ⋅), qu’on prend 

habituellement pour la distance euclidienne. Un point x est :  

 Point central (core point) si ∣Nε (x)∣≥ MinPts ; 

 Point de frontière (border point) s’il est dans le 

voisinage d’un point central mais ne l’est pas lui-

même ; 

 Point bruit (noise) s’il n’est dans le voisinage d’aucun 

point central.  

 

 

 Application aux images radiographiques : 

Chaque pixel est représenté dans un espace 

de caractéristiques : 

 

                  Pi = (xi, yi, Ii)                          (9) 

Avec :  

o xi, yi : coordonnées spatiales ; et 

o Ii : intensité ou descripteur de texture. 

 

 Construction du masque de segmentation : 

Un masque binaire MMM est généré : 

𝑀(𝑖,𝑗) =  𝑓(𝑥)

= {
1  𝑠𝑖 𝑝𝑖𝑥𝑒𝑙 𝑎𝑝𝑝𝑎𝑟𝑡𝑖𝑒𝑛𝑡 à 𝑢𝑛 𝑐𝑙𝑢𝑠𝑡𝑒𝑟 𝑝𝑒𝑟𝑡𝑖𝑛𝑒𝑛𝑡 
0 𝑠𝑖 𝑛𝑜𝑛                                                                        

 

 

 Justification scientifique : Cette étape vise à 

Réduire l’influence des structures 

superposées ; à Supprimer le bruit ; et à 

Focaliser l’apprentissage sur les régions 

d’intérêt. 

 

o En ce qui concerne le CNN, voici son Architecture : 

Structure générale : Le modèle comprend [16] : 

 Blocs convolutionnels (Conv + ReLU + 

BatchNorm) ; 

 Couches de pooling ; 

 Couches entièrement connectées ; 

 Couche de sortie Softmax. 

 
Figure 2 : Architecture de CNN 

 

 

Voici la description de cette architecture : 

 

 La couche de convolution : La couche 

convolutionnelle (CONV) qui opère sur les données 

d’un champ récepteur ou détecte la présence des 

caractéristiques dans l’image d’entrée. Elles procèdent 

à des transformations linéaires locales suivies d’une 

non-linéarité (ReLU par exemple). ReLU (Rectified 

Linear Unit) est la fonction réelle non-linéaire définie 
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par ReLU(u) = max (0, u). La couche ReLU correction 

remplace donc toutes les valeurs négatives d’entrée 

par des zéros. Elle agit comme la fonction 

d’activation comme montre la figure. 

 
Figure 3 : la fonction d’activation ReLu 

 

 Couche Pooling : La couche de pooling (POOL), qui 

permet de compresser l'information en réduisant la 

taille de l'image intermédiaire (souvent par sous-

échantillonnage) sans perdre les informations 

nécessaires. Le pooling (max-pooling ou average-

pooling) réalise une réduction dimensionnelle en 

conservant les informations dominantes. Cette 

opération introduit une certaine invariance aux 

translations locales. 

 

 Couches entièrement connectées : La couche « 

entièrement connectée » (FC), qui est une couche de 

type perceptron (on fait la prédiction en appliquant la 

fonction d’activation. En fin d’architecture, les cartes 

de caractéristiques sont vectorisées et transmises à des 

couches denses assurant la décision finale. 

 

 Couche de sortie multiclasse : Dans notre contexte de 

classification multiclasse, la couche finale utilise 

généralement une fonction softmax : 

 

                        P(y = k/x) =
𝑒𝑍𝐾

∑ 𝑒𝑍𝐾𝑐
𝑗=1

                                  (11) 

 

1. Pipeline  

 

Le pipeline global comprend sept étapes suivantes : 

o Acquisition et normalisation des images 

radiographiques ; 

o Extraction des caractéristiques spatiales; 

o Clustering densité-basé via DBSCAN; 

o Détection automatique des anomalies par analyse des 

distances au k-ième plus proche voisin ; 

o Segmentation des régions suspectes; 

o Classification multiclasse par CNN; 

o Évaluation statistique des performances. 

Le traitement des images radiographiques thoraciques peut être 

formalisé comme une chaîne de transformations successives 

qui est : 

                           𝑋
Φ𝑠𝑒𝑔    
→    𝑋̃

     𝑓𝜃      
→    𝑌̂                                    (12) 

 

L’interaction DBSCAN–CNN ne constitue pas une simple 

juxtaposition d’algorithmes, mais une interaction structurelle 

dans laquelle la transformation non supervisée influence 

directement la distribution statistique des données d’entrée du 

modèle supervisé. Voici le Schéma comparatif expérimental de 

notre pipeline [9], [18], [21]. 

 

 
Figure 4 : Schéma comparatif 

2. L’architecture de notre système 

 

Une fois les segments d'intérêt extraits, ils sont normalisés et 

injectés dans un CNN. Le réseau apprend une fonction de 

mapping non-linéaire comme montre la figure. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figure 5 : architecture du système 

 

 

Images RX Thoraciques 

Prétraitement 

Extraction de caractéristiques locales 

Extraction de caractéristiques locales 

Segmentation par DBSCAN 

Détection des régions anormales (ROI) 

Génération de masques / cartes d’anomalies 

CNN multiclasse 

Classification  

(

10) 
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3.2. Equations  

3.2.1. Formalisme Mathématique de la Segmentation par 

DBSCAN 

 

DBSCAN (Density-Based Spatial Clustering of Applications 

with Noise) repose sur la notion de densité locale pour 

partitionner l'image. Contrairement au K-means qui minimise 

la variance intra-classe, DBSCAN modélise les zones 

pathologiques comme des régions de haute densité séparées par 

du bruit. 

 

1. Epsilon  

o Définition du voisinage epsilon : Pour chaque point p, 

on définit un cercle de rayon epsilon. 

𝑁𝜖(𝑝) = {(𝑞 𝜖 𝐷 | 𝑑𝑖𝑠𝑡(𝑝, 𝑞) ≤ 𝜀  

o Distance : La métrique généralement utilisée est la 

distance euclidienne pondérée combinant la proximité 

spatiale et la similarité d'intensité, elle est donnée par : 

 

𝑑𝑖𝑠𝑡(𝑝, 𝑞) = √ 𝜆1(𝑥𝑝 − 𝑥𝑞)
2
+ 𝜆1(𝑦𝑝 − 𝑦𝑞)

2
+  𝜆2(𝐼𝑝 − 𝐼𝑞)

2
 

 

 

o La détermination de l'Epsilon via le k-dist Graph 

 

Pour automatiser la détection des anomalies, on utilise souvent 

l'analyse de la distance au k-ième plus proche voisin. On calcule 

la distance de chaque point à son k-ième voisin le plus proche. 

En traçant ces distances triées, on cherche le coude (point 

d'inflexion maximale). Et l’Équation de la courbure : 

 

𝑘 =
|𝑓′′(𝑥)|

(1+𝑓′(𝑥)2)
3
2⁄
                                                        (15) 

 

D’Où : 

o f'(x) est la dérivée première ; 

o f''(x) est la dérivée seconde ; 

o κ mesure la variation locale de direction de la courbe. 

 

2. Densité de voisinage :  

Pour un point donné p, nous définissons une distance d (souvent 

euclidienne) combinant position et intensité : 

𝑑𝑖𝑠𝑡(𝑝, 𝑞) = √𝛼(𝑥𝑝 − 𝑥𝑞)
2
+ 𝛼(𝑦𝑝 − 𝑦𝑞)

2
+ 𝛽(𝑖𝑝 − 𝑖𝑞)

2
 

                                                                                             (16) 

Soient deux points (ou pixels) p et q alors : 

o (xp,yp), (xq,yq): coordonnées spatiales ; 

o ip, iq : intensité (ou valeur d’attribut, couleur, niveau 

de gris, etc.) ; 

o α : poids attribué à la composante spatiale ; 

o β : poids attribué à la composante d’intensité 

Condition de densité : Un cluster est formé si le nombre de 

points dans N epsilon dépasse MinPts, autrement dit, un point 

est considéré comme un point cœur (core point) si son 

voisinage contient au moins un nombre minimal de points. Ce 

qu’il faut savoir, un point est noyau [4], [6]. 

𝑁𝜖(𝑝) ≥ 𝑀𝑖𝑛𝑃𝑡𝑠 
 

 

|{𝑞 ∈ 𝑃|𝑑𝑖𝑠𝑡(𝑝, 𝑞) ≤ 𝜖}| ≥ 𝑀𝑖𝑛𝑃𝑡𝑠 
 

3. Détection d'Anomalie et Bruit 

 

Tout point n'appartenant à aucun cluster et ne satisfaisant pas la 

condition de densité est étiqueté comme bruit, d’où : 

 

𝑝 𝜖 𝑁 ⇔ ∀𝐶𝑗  ϵ  𝐶, 𝑝 ∉ 𝐶𝑗                                                    (19) 

Cette expression est une équation est fondamentale pour notre 

étape de débruitage où les pixels isolés ou les artefacts n'ayant 

pas de cohérence structurelle sont ainsi éliminés avant la 

classification. Les points n'appartenant à aucun cluster sont 

considérés comme du bruit, ce qui permet d'éliminer les 

artefacts radiographiques [8]. 

3.2.2. Réseau de Neurone à Convolution (CNN) 

 

1. Opération de Convolution  

 

Le passage d'un filtre K sur une zone segmentée S produit une 

carte de caractéristiques F, voici l’expression mathématique : 

𝐹𝑖,𝑗  = (𝑆 ∗ 𝐾)𝑖,𝑗 = ∑∑𝐹𝑖+𝑚,𝑗+𝑛 
𝑛𝑚

.  𝐹𝑚,𝑛 

            Avec :  

o 𝐹𝑖,𝑗  : image de sortie c’est-à-dire nouvelle image 

obtenue après application du filtre ;  

o S est l’image d’entrée (ou signal discret 2D) ; 

o K : Noyau (kernel, masque, filtre), 

o (𝑆 ∗ 𝐾)𝑖,𝑗 : valeur de sortie après convolution ; 

o 𝑚, 𝑛 : Indices internes du noyau 

o 𝐹𝑖+𝑚,𝑗+𝑛 : Valeur du pixel voisin de (i, j) 

2. Optimisation (Fonction de Perte) 

 

Pour la classification multiclasse, nous utilisons la Cross-

Entropie Catégorielle, et cette architecture est basée sur 

EfficientNet-B0 pour sa capacité à gérer les caractéristiques 

multi-échelles. D’où la formule : 

ℒ(𝑦, 𝑦̂) = −∑𝑦𝑖 log(𝑦̂𝑖)

𝐶

𝑖=1

 

                                                                             

Avec : 

o L(y,^y) : Fonction de perte (loss function) ; 

o C : Nombre total de classes ; 

(13) 

(14) 

(

16) 

(18) 

(

17) 

(

16) 

(20) 

(21) 
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o Yi : Composante du vecteur réel ; 

o ^yi : Probabilité prédite par le modèle pour la classe i. 

 

 

4. Résultats et Discussions 

4.1. Résultats  

4.1.1. Résultats du modèle baseline (sans segmentation) 

 

L’objectif de cette évaluation est d’établir une référence 

expérimentale permettant d’analyser ultérieurement l’apport de 

la segmentation DBSCAN dans la chaîne de traitement. Le jeu 

de test comporte 1 464 radiographies thoraciques réparties sur 

sept classes : COVID, CARDIOMEGALY, 

LUNG_OPACITY, NORMAL, PNEUMONIA, Pleural et 

TUBERCULOSIS. 

 

1. Matrice de confusion 

 

La matrice de confusion observée est reproduite sous forme 

tabulaire ci-dessous (lignes = classes réelles, colonnes = classes 

prédites) : 

 

Exactitude globale :  Accuracy =
999

1464
= 0,683 ≈ 68, 3% 

L’exactitude globale de 68,3 %, cela indique que le modèle 

CNN seul parvient à capturer une partie significative des motifs 

discriminants, mais demeure insuffisant pour une application 

clinique fiable en environnement réel. Le rapport de 

classification donne encore d’autres métriques. 

 

2. Métriques de performance par classe 

 

Classes Précision Rappel F1-

score 

Support 

COVID 0.485 0.997 0.652 334 

Cardiomegaly 1.000 0.042 0.080 72 

Lung Opacity 0.895 0.501 0.643 457 

NORMAL 1.000 0.519 0.683 104 

PNEUMONIA 0.852 0.984 0.913 316 

Pleural 0.585 0.202 0.300 119 

TUBERCULOSIS 0.763 0.726 0.744 62 

 

4.1.2. Résultats avec segmentation DBSCAN 

 

L’objectif expérimental est d’évaluer l’impact de l’extraction 

préalable des régions d’intérêt (ROI) sur la capacité 

discriminative du CNN. Le jeu de test comporte 1 464 

radiographies thoraciques réparties sur sept classes : COVID, 

Cardiomegaly, Lung_Opacity, NORMAL, PNEUMONIA, 

Pleural et TUBERCULOSIS. Voici la matrice de confusion. 

 

1. Matrice de confusion 

 

 
 

Exactitude globale :  Accuracy =
1315

1464
= 0,898 ≈ 89, 8% 

 

Comparativement au modèle baseline (68, 3% d’accuracy), 

l’intégration de DBSCAN permet d’atteindre 89, 8 % 

d’accuracy et F1 pondéré ≈ 0, 896 dont le Gain absolu ≈ +21 

points de %. Cette amélioration confirme l’hypothèse centrale 

de cet article qui est la segmentation préalable par densité 

renforce la robustesse du CNN. 

 

2. Matrice de performance par classe 

 

Classes Précision Rappel F1-

score 

Support 

COVID 0.815 0.991 0.894 328 

Cardiomegaly 0.982 0.764 0.859 72 

Lung_Opacity 0.937 0.865 0.900 457 

NORMAL 1.000 0.885 0.939 104 

PNEUMONIA 0.940 0.978 0.959 316 

Pleural 0.873 0.714 0.785 119 

TUBERCULOSIS 0.794 0.871 0.831 62 

 

L’analyse de la matrice montre que forte réduction de la 

confusion Lung_Opacity vers COVID ; Amélioration 

spectaculaire et pour Cardiomegaly (rappel passé de 4 % à 76 

%) ; Normal mieux discriminé face à la Pneumonie ; et la 

diminution des erreurs pour Pleural. Alors, cela indique que 

DBSCAN l’Isolement des zones pulmonaires pertinentes ; 

Réduit l’influence des structures thoraciques non informatives ; 

et Améliore la séparabilité géométrique des classes dans 

l’espace latent du CNN. Pour la Stabilité sur classes 

minoritaires, les classes historiquement instables 

(Cardiomegaly, Pleural, Tuberculosis) montrent une Hausse 

significative du rappel et F1-score supérieur à 0.78 pour toutes 

les classes. Pour finir, l’étude prouve que la segmentation par 

densité permet une meilleure focalisation sur les régions 

pathologiques spécifiques [17]. 

 

3. Moyenne Globale 

 

Type de moyenne Précision Rappel F1-score 

Macro-moyenne 0.906 0.867 0.881 

F1 pondéré - - 0.896 

Accuracy globale - - 0.898 

 

Les résultats trouvés montrent que l’intégration d’un 

algorithme de clustering non supervisé (DBSCAN) en amont 
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d’un CNN améliore significativement la performance 

multiclasse, la réduction du bruit spatial et des structures 

superposées accroît la capacité discriminante du modèle 

profond, et l’approche hybride segmentation non supervisée et 

apprentissage supervisé constitue une stratégie pertinente pour 

la classification des pathologies pulmonaires en radiographie. 

Dans les lignes qui suivent, nous allons faire une comparaison 

quantitative [13]. 

 

4.1.3. Résultats du modèle CNN après la segmentation de 

DBScan  

 

1. Matrice de confusion 

 

 

Accuracy =
1315

1458
= 0,902 ≈ 90, 2% 

 

Interprétation : La matrice de confusion obtenue après 

l’application du CNN sur les images segmentées par 

DBSCAN montre une forte concentration des prédictions sur la 

diagonale principale, ce qui indique que la majorité des 

images sont correctement classifiées après avoir appliqué le 

DBScan, alors cela augmente une très bonne prédiction de notre 

modèle. 

 

2. Rapport de classification 

 

 
 

Le rapport de classification obtenu après l’application du CNN 

sur les images segmentées par DBSCAN montre des 

performances globalement élevées avec une exactitude globale 

de 90,2 % c’est qui est présente le même résultat avec la matrice 

de confusion ci-haut. Notre objectif est atteint, car ces résultats 

montrent que la segmentation préalable par DBSCAN améliore 

la capacité du CNN à localiser les régions pulmonaires 

pertinentes, ce qui contribue à améliorer les performances de 

classification des anomalies pulmonaires. 

 

3. Moyenne Globale 

 

 
 

L’évaluation du modèle de classification basé sur CNN 

appliqué aux images segmentées par DBSCAN montre une 

performance globale élevée avec une exactitude de 90,2 %. Les 

résultats indiquent que : 

 Pneumonia présente la meilleure performance globale 

avec un F1-score de 0.958, indiquant une excellente 

capacité du modèle à identifier cette pathologie ; 

 Normal atteint une précision parfaite (1.0), ce qui 

signifie qu’aucune image prédite comme normale 

n’est incorrecte ; 

 COVID présente un rappel très élevé (0.991), 

montrant que presque toutes les images COVID sont 

correctement détectées. 

Et, cependant, certaines classes telles que Pleural et 

Tuberculosis présentent des scores légèrement inférieurs, 

probablement en raison de la similarité radiologique entre 

différentes pathologies pulmonaires dans les radiographies 

thoraciques, d’où, la moyenne macro F1-score de 0.882 

confirme que le modèle maintient une performance équilibrée 

entre les différentes classes. 

 

4.1.4. Comparaison quantitative de Baseline vs pipeline 

DBSCAN et CNN 

 

1. Matrice de confusion (DBSCAN et CNN) 

 

 
 

Les résultats permettent de conclure que la segmentation 

DBSCAN améliore fortement la sensibilité sur certaines 

pathologies denses, elle n’est pas universellement adaptée aux 

anomalies morphologiques diffuses, le choix des paramètres 

ε et MinPts est critique, l’interaction segmentation non 

supervisée à l’apprentissage profond doit être optimisée. 

Avec cette interprétation, cela ouvre plusieurs pistes de 

discussion sur l’Ajustement adaptatif des paramètres 

DBSCAN, l’Hybridation avec des techniques 

morphologiques. 

2. Tableau des métriques  

 

Interprétation : Le but de DBScan est d’Isoler les régions 

potentiellement pathologiques et réduire l’influence du bruit et 

des structures non pertinentes avant l’apprentissage supervisé 

par CNN. L’analyse matricielle reflète la réduction 

confusionnelle significative de Lung_Opacity à COVID ; 
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Amélioration spectaculaire pour Cardiomegaly (précédente 

recall de 4 % maintenant 76 %) ; le normal est mieux différencié 

du Pneumonia ; et les erreurs sont réduites pour Pleural. Alors, 

cela veut dire que DBSCAN Isolement des sous-zones 

pertinentes dans le poumon, diminue la pollution des structures 

thoraciques non-informatives ; et Rend les classes plus 

géométriquement séparables dans l’espace latent du CNN. 

 

4.1.5. Analyse statistique 
 

Le but est d’évaluer si l’intégration de la segmentation 

DBSCAN produit une amélioration statistiquement 

significative par rapport au modèle baseline (sans 

segmentation). Les résultats précédents donnent : 

o Accuracy baseline ≈ 68.2 % ; 

o Accuracy DBSCAN + CNN ≈ 89.8 % ; 

o N = 1464 images 

Ensuite, Nous allons structurer l’analyse en trois niveaux [11], 

[12], [14]: 

o Test de McNemar : Le test de McNemar est adapté à 

la comparaison de deux classifieurs évalués sur le 

même jeu de données ; 

o Bootstrap et intervalles de confiance : 

Rééchantillonnage avec remise (B = 1000 itérations), 

Calcul de l’accuracy à chaque itération et Construction 

d’un intervalle percentile à 95 % ; 

o Analyse de variance inter-run : Supposons 5 

entraînements indépendants (initialisations 

différentes). Pour les Résultats DBSCAN (exemple 

cohérent avec variance typique CNN), la figure 

suivante la montre : 

Run Accuracy 

1 0.893 

2 0.902 

3 0.895 

4 0.904 

5 0.896 

 

4.1.6. Application de MCC 
 

L'indicateur MCC (Matthews Correlation Coefficient) est une 

mesure utilisée pour évaluer la performance des modèles de 

classification, notamment dans des cas de classes 

déséquilibrées [21]. Il prend en compte tous les résultats de 

classification (vrais positifs, vrais négatifs, faux positifs et faux 

négatifs) dans un tableau de confusion. Mathématiquement, on 

écrit : 

 

𝑀𝐶𝐶 =
𝑇𝑃 ∗ 𝑇𝑁 − 𝐹𝑃 ∗ 𝐹𝑁

√(𝑇𝑃 + 𝐹𝑃)(𝑇𝑃 + 𝐹𝑁)(𝑇𝑁 + 𝐹𝑃)(𝑇𝑁 + 𝐹𝑁)
 

 

 

Les valeurs issues de la matrice de confusion de la classe 

Pneumonia sont bien présentées, alors en appliquant le MCC, 

on a le résultat de 0,96. Et cela est applicable pour les autres 

classes car nous somme dans le cas de Multiclasse dont nous 

représentons sept classes à la sortie pour la prédiction. Afin 

d’évaluer de manière robuste la performance du modèle CNN 

après la segmentation DBSCAN, le coefficient de corrélation 

de Matthews (MCC) a été utilisé [21]. Cet indicateur prend en 

compte simultanément les vrais positifs, faux positifs, vrais 

négatifs et faux négatifs comme montre notre formule (22). Les 

résultats obtenus montrent des valeurs élevées de MCC pour la 

plupart des classes pathologiques, indiquant une forte 

corrélation entre les prédictions du modèle et les labels réels. 

Cela confirme l’efficacité de l’approche hybride DBSCAN–

CNN pour la détection multiclasse des anomalies pulmonaires 

[21]. 

 

4.2. Discussions 

 

L’objectif de cet article consiste à analyser l’apport d’une 

segmentation non supervisée par l’algorithme DBSCAN dans 

un processus de classification multiclasse des pathologies 

pulmonaires à partir de radiographies thoraciques, en 

combinaison avec un réseau de neurones convolutif [1], [7], 

[16]. L’hypothèse de recherche postulait que l’isolement 

préalable des régions potentiellement pathologiques et la 

réduction du bruit et des structures non pertinentes 

permettraient d’améliorer la capacité discriminante du modèle 

d’apprentissage profond [18]. Les résultats expérimentaux 

mettent en évidence une amélioration notable des performances 

globales après intégration de la segmentation. L’augmentation 

significative de l’accuracy ainsi que l’amélioration des 

indicateurs tels que le F1-score pondéré traduisent un gain 

substantiel dans la capacité du modèle à discriminer les 

différentes classes pathologiques. Voici les résultats 

remarquable de l’approche hybride DBSCAN–CNN cela 

permet d’améliorer la performance globale du système de 

classification. Comparativement au modèle baseline basé 

uniquement sur le CNN, l’intégration de la segmentation 

conduit à une augmentation de l’accuracy de 68,3 % à 89,8 %, 

ainsi qu’à une amélioration de la précision moyenne de 0,706% 

à 0,88%, du rappel moyen de 0,619 à 0,804%, du F1-score 

moyen de 0,632 à 0,870 et un Support de 221 à 221. En tenant 

compte de résultat au niveau de l’accuracy, après la 

segmentation par DBscan, le modèle de CNN présente 90,2 % 

qui est le même résultat avec le rapport de classification. Ces 

résultats indiquent que l’extraction préalable des régions 

d’intérêt contribue à réduire le bruit structurel et à renforcer la 

capacité discriminante du modèle [2], [11]. Cette progression 

ne se limite pas à un simple ajustement marginal, mais révèle 

un effet structurant de la segmentation sur la qualité des 

représentations apprises par le réseau convolutionnel. 

Toutefois, une analyse critique des résultats montre que 

l’amélioration observée n’est pas homogène pour toutes les 

classes. Certaines pathologies bénéficient davantage de la 

segmentation, notamment celles caractérisées par des lésions 

compactes ou des zones d’opacité bien localisées. En revanche, 

des pathologies plus diffuses ou impliquant des modifications 

morphologiques globales peuvent demeurer plus complexes à 

discriminer. Cette variabilité inter-classes souligne que 

l’efficacité de la segmentation dépend étroitement des 

propriétés géométriques et texturales propres à chaque 

catégorie pathologique. L’impact réel de la segmentation sur le 

fonctionnement du CNN peut être interprété d’un point de vue 

mathématique comme une transformation préalable de l’espace 

d’entrée [1], [2]. En filtrant les régions de faible densité 

informationnelle et en concentrant l’analyse sur les zones 

pertinentes, DBSCAN modifie la distribution des données 

présentées au réseau. Cette réduction de la complexité 

informationnelle favorise l’apprentissage de représentations 

(

22) 

(22) 
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hiérarchiques plus stables et plus discriminantes. Un modèle 

performant sur un jeu de données donné peut voir ses 

performances diminuer lorsqu’il est appliqué à des données 

issues d’un autre contexte clinique. La robustesse externe de 

l’approche nécessite donc des validations complémentaires sur 

des ensembles de données indépendants et idéalement multi-

centriques. En dépit de ces limites, l’approche hybride proposée 

présente un intérêt méthodologique évident [19], [20]. Elle 

démontre que l’intégration raisonnée d’une technique de 

clustering fondée sur la densité dans une architecture 

d’apprentissage profond peut améliorer de manière 

significative la classification multiclasse en imagerie médicale. 

L’analyse statistique confirme que les gains observés sont 

significatifs et stables, ce qui renforce la validité scientifique 

des conclusions.  

 

5. Conclusion et Perspectives 

 

Cet article s’inscrit dans le domaine de l’analyse automatique 

d’images médicales et avait pour objectif principal d’évaluer 

l’apport d’une segmentation non supervisée par l’algorithme 

DBSCAN dans un processus de classification multiclasse des 

pathologies pulmonaires à partir de radiographies thoraciques, 

à l’aide d’un réseau de neurones convolutif [3], [20]. Plus 

précisément, il s’agissait d’examiner dans quelle mesure 

l’isolement préalable des régions potentiellement 

pathologiques et la réduction du bruit et des structures 

anatomiques non pertinentes pouvaient renforcer la capacité 

discriminante d’un modèle profond. La méthodologie adoptée 

a consisté à comparer un modèle baseline entraîné directement 

sur les images radiographiques brutes à un modèle hybride 

intégrant une étape préalable de segmentation par DBSCAN, 

suivie d’une phase d’apprentissage profond. Les résultats 

expérimentaux obtenus montrent une amélioration substantielle 

des performances globales après intégration de la segmentation. 

En faisant la combinaison hybride de la segmentation par 

DBscan et le modèle CNN, le résultat présente 90,2 % et cela 

augmente légèrement. Les performances obtenues présentent 

une variabilité faible, ce qui confirme la stabilité du modèle et 

la robustesse des résultats face aux fluctuations expérimentales. 

Alors avec le résultat de 89,8 %, juste après segmentation avec 

DBScan, d’où le CNN Multiclasse donne cela. Ces légers écarts 

observés entre certaines valeurs d’accuracy s’expliquent par 

des différences dans les modalités de calcul des différentes 

métriques, notamment entre une estimation issue de la matrice 

de confusion et une agrégation des prédictions individuelles. À 

cela s’ajoutent des effets d’arrondi liés à la présentation des 

résultats. Ces variations, de faible amplitude, restent sans 

incidence sur l’interprétation globale des performances du 

modèle. Ces résultats indiquent que l’extraction préalable des 

régions d’intérêt contribue à réduire le bruit structurel et à 

renforcer la capacité discriminante du modèle [2], [11]. Cette 

progression ne se limite pas à un simple ajustement marginal, 

mais révèle un effet structurant de la segmentation sur la qualité 

des représentations apprises par le réseau convolutionnel. 

Toutefois, une analyse critique des résultats montre que 

l’amélioration observée n’est pas homogène pour toutes les 

classes. L’augmentation marquée de l’accuracy et du F1-score 

pondéré, accompagnée d’une réduction significative des 

confusions inter-classes, confirme l’effet structurant de la 

segmentation sur la qualité des représentations apprises par le 

réseau convolutionnel. Les tests statistiques réalisés, 

notamment le test de McNemar et l’estimation des intervalles 

de confiance, attestent que cette amélioration est 

statistiquement significative et ne peut être attribuée au hasard. 

L’analyse de la variance inter-run met également en évidence 

la stabilité des performances obtenues. Ces éléments 

conduisent à valider l’hypothèse de recherche formulée au 

début de ce travail. Sur le plan scientifique, l’apport principal 

de cet article réside dans la démonstration qu’une hybridation 

raisonnée entre une méthode de clustering non supervisée 

fondée sur la densité et un modèle d’apprentissage profond 

supervisé peut améliorer significativement la classification 

multiclasse en imagerie médicale. D’un point de vue théorique, 

cette stratégie peut être interprétée comme une transformation 

préalable de l’espace des données réduisant la complexité 

informationnelle et favorisant la séparabilité des classes dans 

l’espace latent du réseau [21].  

Cet article met ainsi en évidence l’intérêt d’une approche 

hybride combinant méthodes classiques d’analyse de données 

et techniques modernes d’apprentissage profond. Néanmoins, 

certaines limites ont été identifiées. La performance de 

l’algorithme DBSCAN dépend du choix de ses paramètres, ce 

qui nécessite une calibration rigoureuse. De plus, la nature non 

supervisée de la segmentation ne permet pas d’intégrer 

directement des connaissances cliniques spécifiques aux 

différentes pathologies. Enfin, la question de la généralisation 

du modèle à d’autres contextes cliniques demeure un enjeu 

majeur, en raison de la variabilité des dispositifs d’acquisition 

et des populations étudiées [15]. D’où cet article démontre que 

l’intégration d’une segmentation par densité dans une chaîne de 

classification profonde constitue une stratégie 

méthodologiquement pertinente et scientifiquement fondée 

pour améliorer l’analyse automatique des radiographies 

thoraciques. Il contribue à enrichir le champ de la recherche en 

intelligence artificielle appliquée à l’imagerie médicale et ouvre 

la voie à des développements ultérieurs visant à renforcer la 

fiabilité et l’applicabilité clinique des systèmes de diagnostic 

assisté par ordinateur [2]. Il serait pertinent d’explorer des 

stratégies d’optimisation automatique des paramètres de 

segmentation afin de renforcer la robustesse du modèle. Une 

comparaison approfondie avec des méthodes de segmentation 

supervisée, telles que des architectures dédiées à la 

segmentation sémantique, permettrait d’évaluer les avantages 

relatifs de chaque approche. L’intégration de mécanismes 

d’attention spatiale au sein du CNN pourrait également 

constituer une piste intéressante pour compléter ou affiner 

l’effet de la segmentation explicite. Enfin, une validation sur 

des données issues de différents environnements cliniques 

serait essentielle pour établir la robustesse externe et la 

transférabilité de la méthode proposée. Ce sujet contribue à 

l’avancement des techniques de la détection des anomalies, 

utilise une approche avancée de Multiclasse, amélioration des 

systèmes des santés. 
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